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La forma en que las personas perciben el entorno construido es relevante para
comprender la forma en que este se utiliza. Por ejemplo, si un lugar se perci-
be como deprimente o ruidoso, podrl’a ser infrautilizado, incluso si existen
amenidades fisicas que podrian tener el potencial para atraer personas. En ese
sentido, es de interés comprender cdmo se perciben distintos espacios para
identificar oportunidades de intervencion que puedan mejorar la calidad de
vida de sus usuarios mediante el disefio de infraestructura y espacios publicos
que resulten mas atractivos y socialmente rentables.

Durante los tltimos afios ha habido esfuerzos significativos por cuantificar

y sistematizar estas percepciones, particularmcntc con la recolecciéon masiva
de datos y el uso de téenicas de machine learning. Esto ha permitido, por
ejemplo, generar mapas perceptuales para ciudades enteras, como es el caso
de Street Score (Naik et al., 2014), facilitando encontrar dreas prioritarias
para intervencion, redisefio o aplicacién de pol{ticzls pﬁblicas. Sin embargo,

a pesar de las ventajas que presentan las metodologias de machine learning,
generalmente no permiten interpretar los parametros obtenidos y su relacion
con los atributos del espacio, dificultando su utilidad para guiar el proceso de
generacion de politicas publicas. En otras palabras, la mayoria de estos modelos
no entregan informacion que dé a entender cudles son los motivos por los
cuales las personas perciben un espacio de cierta forma.

Este estudio propone cuantificar percepciones del espacio publico en una
escala masiva utilizando una metodologia novedosa. En especifico, se utilizaron
los indicadores perceptuales del set de datos Place Pulse', que contiene mis de
1.200.000 de observaciones para mas de 100.000 imdgenes de distintos lugares
del mundo obtenidos mediante una encuesta online. Estos fueron utilizados
por modelos basados en la teorfa de utilidad aleatoria que tuvieron como input
principal segmentaciones semdnticas de dichas imagenes. Los modelos obteni-
dos logran reproducir las percepciones de las personas encuestadas de buena
manera, y ademds entregan parametros interpretables.

Estos resulcados, que creemos son prometedores, son el inicio de un camino de
investigacion que tiene tres objetivos principales: en primer lugar, lograr mode-
los basados en la teorfa de utilidad aleatoria que cuantifiquen percepciones tan
bien como lo hacen los métodos de machine learning; en segundo lugar, comparar
estos resultados con datos reales de uso de la ciudad; y en tercer lugar, cuantifi-
car percepciones a partir de una encuesta dirigida espem’ﬁcamente a modos de
transporte sustentables.

La Seccion 2 de este documento presenta una breve revision bibliografica de
esfuerzos anteriores por cuantificar percepciones de atributos cualitativos de es-
pacios publicos a una escala masiva. Luego, la Seccidn 3 describe la fuente de los
indicadores perceptuales utilizados, el analisis de imégenes que se realizo, y la
metodolog{a utilizada para estimar los modelos que se presentan. Posteriormen-
te, la Seccidn 4 muestra los resultados obtenidos y presenta algunos breves anali-
sis. Finalmente, la Seccion 5 presenta algunas conclusiones y caminos a seguir.

REVISION BIBLIOGRAFICA

Desde el trabaio seminal de Kevin Lynch (1960) que existe interés

por comprender cémo las personas perciben el entorno que las rodea,
particularmente en contextos urbanos. En efecto, este trabajo fue de los
primeros que explicitamente plantearon que conocer estas percepciones es
relevante para entender el uso que se le da a los espacios publicos. Estudios
posteriores le han dado la razon, encontrando, por ejemplo, que la comodidad
y facilidad de acceso aumentan el uso de espacios pﬁblicos (Khisry, 1994;
Shriver, 1997) o incentivan el uso de ciertos modos de transporte (Antonakos,
1995; Hyodo, Suzuki, y Takahashi, 2000; Zacharias, 2001; Hunt y Abraham,
2()07). Otros estudios han incluso concluido que barrios que se perciben como



mas desordenados e inseguros tienen una relacion
relevante con la prevalencia de depresién (Latkin
y Curry, 2003), obesidad (Ellaway, Macintyre, y
Bonnefoy, 2005), alcoholismo (Kuipers et al., 2012)
y enfermedades de transmisién sexual (Cohen et
al., 2000).

Algunos estudios iniciales buscaron sistematizar y
cuantificar estas percepciones, logrando aportes
significativos (ver, por ejemplo, Schroeder, An-
derson, y Daniel, 1984; Weber, Schnier, y Jacobsen,
2008). Sin embargo, al momento en que se rea-
lizaron estos estudios resultaba bastante costoso
recolectar indicadores de percepcion para un gran
ntimero de contextos y cantidad de usuarios. Sin
embargo, durante los tltimos afios han existido
varios estudios que aprovechan los avances en el
campo de machine learning para procesar indica-
dores obtenidos mediante métodos novedosos de
recoleccion masiva de datos.

Todos los estudios encontrados que caen dentro

de esta clasificacion consideran encuestas en linea
que buscan que, ante un par de imdgenes corres-
pondientes a espacios publicos, los usuarios elijan
cual se ajusta mas a cierto atributo cualitativo. Una
vez obtenidos estos indicadores, todos los estudios
revisados los agruparon para generar un tnico pun-
taje que indique qué tan bien se ajusta una imagen
a este adjetivo. Mientras que Quercia, Schifanella,
y Aiello (2014), Ordonez y Berg (2014) y Porzi et al.
(2015) construyen este puntaje en basc a la cantidad
de votos que recibi6 cierta imagen, Dubey et al.
(2016) y Naik ct al. (2014) lo hacen generando un
ranking que considera qué im:’tgenes fueron e]egi—
das por sobre otras.

Una vez obtenidos estos puntajes, todos los estu-
dios ocuparon métodos de machine learning que cla-
sifican una imagen dentro de algﬂm adjetivo. Esto
se hizo a través de redes neuronales convolucionales
(Krizhevsky, Sutskever, y Hinton 2012) o regresion
de maquinas de vectores (Drucker et al. 1997).
Mientras que para el primer caso los datos de en-
trada son la imagen en si, para el segundo se deben
seleccionar los atributos a considerar. Tanto Naik
et al. (2014) como Ordonez y Berg (2014) seleccio-
naron atributos de bajo nivel para estas regresiones
(es decir, aquellos que se basan solamente en infor-
macion contenida en la imagen, como su contaste,
saturacion o nitidez). Ambos casos eligieron atri-
butos de bajo nivel representados por vectores de
grandes dimensiones, lo que hace que no puedan
ser facilmente comparables ni interpretables.

A pesar de las ventajas que presentan estos modelos
en su procesamiento de datos y habilidad predicti-
va, estos no entregan informacion que exp]ique los
motivos detras de las elecciones de los usuarios. En
cfecto, ni las regresiones ni modelos de redes neu-
ronales presentados permiten hacer inferencia de
los pardmetros estimados, por lo que no son capa-
ces de indicar qué elementos tienen una incidencia
signiﬁcativa sobre los procesos de percepci611 de
los usuarios ni guiar politicas publicas. La dnica ex-
cepeion es el caso de Porzi et al. (2015), que logran
identificar qué clementos de una imagen inciden
mis sobre el puntaje de esta, lo que mediante un
analisis ex post permite realizar ciercas inferencias.
Sin embargo, este proceso dificilmente puede ser
sistemdtico dado el volumen de imdgenes necesa-
rias para la estimacidn de este modelo.

Creemos que esta debilidad puede ser subsanada
mediante el uso de modelos economéericos, con un
solido fundamento en teorfas de comportamiento,
que actualmente no existe en la literatura. En
especifico, proponemos llenar este vacio mediante
el uso de modelos fundado en la teoria de

utilidad aleatoria (McFadden, 1974; Domencich

y McFadden, 1975), que permite no solo predecir
adecuadamente el comportamiento de los usuarios,
sino que también informar qué elementos de

las im’igenes presentadas inciden sobre las
percepciones de los usuarios.

METODOLOGIA Y RECOLECCION DE DATOS

En esta seccion se detallara la metodologia seguida
para obtener los modelos mostrados en los Resul-
tados. En primer lugar, se detallara la fuente de los
indicadores de percepcion. Luego, se presentard la
metodologia que se siguio para analizar las image-
nesy obtener informacién de ellas que sirva como
input para los modelos estimados. Finalmente, se
describird brevemente la base metodoldgica de los
modelos basados en la teorfa de utilidad alearoria,
para ademas mostrar la especificacion de los mode-
los estimados.

INDICADORES DE PERCEPCION:
PLACE PULSE 2.0

Para obtener informacion sobre percepciones

en entornos urbanos, se utilizo la base de datos
Place Pulse 2.0 (Dubey ct al., 2016). Esta platafor-
ma busca sondear percepciones de personas a lo
largo de todo el mundo mediante crowdsourcing en
el sitio web http://pu]se.media.mit.edu/. Aquf, a
cada sujeto encuestado se le presentan dos ima-
genes tomadas al azar de 56 ciudades, y se le pide
que decida cudl se ajusta mejor a algin adjetivo.
Este set de datos contempla seis adjetivos, que son
bonito”, “de-

” o«

“aburrido”, “adinerado”, “animado”,
primente” y “seguro”.

El set de datos, de libre disposicion para cualquiera
que quicra utilizarlos, contempla mas de 1.200.000
elecciones en total. Para cada eleccidn, se informan
las coordenadas geograficas de cada aleernativa

/ . 9 .
ademas de si se cligio a la alternativa de la derecha,
de la izquierda, o si el usuario manifestd que ambas
son similares. Un ejernplo de la encuesta se ve

enla ﬁgura 01.
ANALISIS DE IMAGENES

Para traducir la informacion contenida en las
imdgenes en atributos facilmente interpretables, se
obtuvieron atributos de ba]o y alco nivel. Mientras
que los de bajo nivel se refieren a informacion con-
tenida en los pixeles en si, tales como brillo, satura-
cion o contraste, los de alto nivel son segmentacio-
nes realizadas mediante téenicas de machine learning
para predecir a qué elemento del espacio, tales
como vereda, vegetacion o vehiculos, corresponde
cada pixel. En las secciones que siguen se explicara
cada uno en detalle.

ATRIBUTOS DE BAJO NIVEL

Estos atributos se caracterizan por ser conseguidos
con un costo muy bajo y dar informacion bastante
gruesa de las imdgenes. Cada variable se define
como se indica a continuacion:
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— Bordes: El porcentaje de pixeles de la imagen que
se detectan como un borde (esto es, donde existe
un cambio brusco en luminosidad).

— Blob: El nimero de blobs (binary large objects), de-
finidos como un grupo de pixeles conectados con
caracteristicas homogéneas, tales como color y
textura, que se encuentra en una imagen.

— Promedios de canales HSL: valores promedio para
los canales de tinte, saturacion y luminosidad, del
espacio de colores HSL, con valores entre o y 255. Se
cligi6 este espacio por estar basado en la percep-
cion del ojo humano al color, ademas del bajo COSto
computacional que conlleva trabajar con €l (Lissner
y Urban, 2012).

— Desviacion estandar de canales HSL: desviacion
estandar para los canales de tinte, saturacion y
luminosidad. Esta dltima representa adecuadamen-
te el contraste de una imagen (Moulden, Kingdom,

y Gatley, 1990).

En un set de prucba aleatorio con mas de 8.000
elecciones validas observadas se estimaron mo-
delos como los que se muestran més adelante que,
ademis, incluyeron histogramas de color para

las imagenes en los canales HSV. Los pardmetros
relacionados a estos histogramas resultaron ser no
signiﬁcarivos, por lo que se descartd su uso para la
prueba con el set de datos completo. También se
descartaron otros atributos de bajo nivel utilizados
por estudios anteriores (Naik et al., 2014; Ordonez
y Berg, 2014) debido a su alta dimensionalidad, lo
que imposibilita hacer una adecuada interpreta-
cion de los parz’lmetros obtenidos.

ATRIBUTOS DE ALTO NIVEL: SEGMENTACION
SEMANTICA DE IMAGENES

El objetivo principal de los modelos que se estiman
en esta inves[igacién es definir qué elementos de
una calle hacen que esta se ajuste mds o menos a
cierto atributo cualitativo. Debido a esto, se hace
necesario inferir qué elementos de una calle estan
presentes en una imagen y cudl es su peso relativo.
Para esto, se ocupd segmentacion semantica

de imdgenes, que consiste en la asignacién de
etiquetas a cada uno de los pixeles de una imagen,
donde estas etiquetas pertenecen a categorias
previamente definidas. En este trabajo se utilizoé

el modelo de segmentacién semdntica SegNet
(Badrinarayanan, Kendall, y Cipolla, 2015), ¢l

cual se basa en una red neuronal convolucional
profunda. Para este caso especifico, se entrend el
modelo con imagenes ctiquetadas entregadas por
los creadores de SegNet que consideran 11 clases:
auto, calzada, ciclista, cielo, edificio, peaton, poste,
senialética, valla, Vegetacién y vereda.

A pesar de que este modelo entrega muy buenos
resultados para las imdgenes de entrenamiento, que
corresponden a un video tomado en las cercanias
de Cambridge (Reino Unido), los resultados son
variables para las imégenes utilizadas en Place

Pulse. A pesar de que a grandes rasgos los resultados
parecen ser razonables, existen bastantes errores en
la salida del algoritmo.

En el set de prueba aleatorio mencionado anterior-
mente, se estimaron modelos con varias especiﬁca—
ciones para la informacion contenida en la salida
del modelo de segmentacion semdntica. La que
entregd un mejor ajuste fue la que se muestra en la
Ecuacion (1), donde P, s la proporcién de pixeles
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FIG. 01

FIG. 02
de la clase ¢ en la mitad s de la imagen i. En otras
palabras, se representa el efecto que tiene cada atri-
buto de alto nivel con un efecto decreciente sobre
la eleccidn, y ademds se separa este efecto en la
mitad superior e inferior de la imagen para repre-
sentar de manera aproximada aquellos elementos
sobre y bajo la linca del horizonte.

HLF, =log (100p, +1) (1)

ics
METODOLOGIA DE ESTIMACION

Para poder lograr resultados que tengan un

buen poder explicativo ademds de predictivo,
proponemos utilizar modelos que se funden sobre
la teorfa de utilidad aleatoria (McFadden, 1974;
Domencich y McFadden, 1975). Esta postula que
las personas perciben cierta utilidad al elegir una
alternativa por sobre otra, y que eligen la que les
proporciona la mayor utilidad. El modelo también
supone que esta utilidad tiene una parte estocdstica
y otra deterministica, por lo que solo se puede
inferir la probabilidad de que cierto sujeto clija
cierta alternativa.

Uno de los modelos mas utilizados dentro de esta
familia es cl logit, que postula que la probabilidad
de que el individuo n elija la alternativa i, P, estd
dada por la Ecuacién (2), donde \/in es la parte de

terministica de la utilidad descrita anceriormente
y C, es el conjunto de alternativas disponibles para
el individuo n. Vin es una funcion, usualmente
lineal, de los atributos de las alternativas y caracte-
risticas de los usuarios, Xin, que se relacionan con
la utilidad a través de para’metros g por estimar. El
parametro u se confunde perfectamente con los g
parametros g, por lo que cuando V| es lineal se fija
en uno.

P =expuVv, (X, ;B)) (2)

E jec, eXp(uan; B)

Para este caso especifico, se construyeron funciones
de utilidad como la que se muestra en la Ecuacién
(3), donde LLF son los atributos de bajo nivel (Low
Level Features) y HLF, son los atributos de alto nivel
(High Level Features), como se describieron en la sec-
cion anterior. Los pardmetros se estiman a través
de maximizacién de verosimilitud, que en este caso
especifico se realizé mediante el software Biogeme
(Bierlaire, 2003). Debido a que podria existir un
sesgo sistematico en favor de las imdgenes presenta-
dasala izquierda o derecha, se agregé una variable
muda o constante I, que es igual a uno si la imagen i
se presenta a la izquierda, y cero en caso contrario.

Vi 4> BLLE 4 SYSVEITHLE  (3)
k c s

En la estimacion se omiticron aquellas imagenes
que se detectaran como outliers, que incluyen
imagenes distorsionadas y escenas nocturnas o de
interior. En total, se dejaron fuera 3.729 imdgenes,
que corresponden al 3,37% del total disponible.

RESULTADOS

La Tabla 2 muestra los resultados de los modelos

de eleccién discreta calibrados para cada uno de

los seis atributos cualitativos considerados en Place
Pulse. Todos muestran una mejora signiﬁcativa con
respecto a un modelo que contiene solo un inter-
cepto (la constante asociada al lado donde se pre-
senta la imagen), y contienen una buena cantidad
de pardmetros altamente significativos (p<o,01). A
pesar de esto, el ajuste de estos modelos es relativa-
mente bajo, y son capaces de predecir correctamen-
te tan solo entre un 60% y un 65% de las clecciones
observadas. A pesar de que estas cifras son menores
a las logradas por Dubey et al. (2016) con el mismo
set de dartos utilizando metodologias de machine
learning (entre 63% y 74% de las elecciones), se debe
tener en cuenta que la funcion objetivo de estos
modelos es la maximizacion de la verosimilitud, y
no la del porcentaje de elecciones correctamente
observadas.

Los resultados muestran que la presencia de acti-
vidad humana, ya sea a través de autos, peatones o

ciclistas, hacen que una calle se sienta mds animada
y segura. Por otra parte, la presencia de elementos
naturales, como vegetacion o que se vea ¢l ciclo,
hacen que las imdgenes se perciban como mas
aburridas y menos animadas. Esto puede deberse a
la presencia de imdgenes en zonas rurales que son
mds bien bucdlicas pero que no evocan ideas de
actividad o entretenimiento.

Con los estimadores maximos verosimiles
obtenidos, se calculd la utilidad promedio de

cada acriburo para cada imagen. Al analizar las
correlaciones entre estos valores, que se muestra
en la Tabla 1, se ve que los atributos cualitativos
estan bastante correlacionados entre si. Por
ejemplo, los atributos “deprimente” y “bonito”
estdn casi perfectamente representados por una
recta con pendiente negativa, mientras que algo
similar sucede con “seguro” y “adinerado” con una
pendiente positiva. Esto sucede probablemente por
las relaciones que existen entre estos conceptos no
son independientes. “Animado” y “aburrido”, por
cjemplo, pueden ser considerados como antdnimos,
por lo que es esperable que estos atributos tengan
una fuerte correlacion negativa. En la figura o4 se
muestran las imz’lgenes con menores (izquierda) vy
mayores (derecha) atributos cualitativos del total
de imdgenes analizadas. En general, estas imdgenes
representan de manera razonable los distintos
adjetivos, y permiten hacer una interpretacién mas
répida de la Tabla 2. Se ve, por ejemplo, que las
imégenes menos aburridas y mas animadas son las
que tienen mayor presencia de actividad, mientras
que las mas aburridas muestran calles desoladas y
sin mucha presencia de actividad humana. Las mas
seguras tienden a ser mds verdes, mientras que las
menos son mis bien grises y oscuras. En general,
€stos casos extremos parecieran representar
relativamente bien los atributos cualitativos, por
lo que probablemente tienen mds errores en casos
donde las diferencias son mas sutiles.

VALIDACION: EL CASO DE SANTIAGO DE
CHILE

Con los modelos presentados anteriormente genera-
mos mapas perceptuales de la ciudad de Santiago de
Chile para verificar si estas percepciones tienen al-
guna relacion con caracteristicas reales del entorno.
Estos mapas se hicieron obteniendo 126.286 fotos de
Google Street View de Santiago, que cubren toda
su superficie, y parametrizandolas con el modelo de
segmentacion seméntica. Luego, se cuantificd cada
una de las seis percepciones para todas estas imz’lge—
nes usando los valores de la Tabla 2 y se georreferen-
ciaron. Los resultados se muestran en la figura 03.

Para verificar si estas percepciones guardan rela-
cion con caracteristicas de la ciudad, se compard
el mapa del modelo “adinerado” con indicadores

Aburndo Admeraidao Animado Bomito Depriments
Adinerado o} i
Ammado LR 0,7
Bonato {139 LB 3 04%
Dieprimente {51 A1 95 -1 65R -0
Segurg 4152 10,94 0,67 0,91 A5
Tabla 01
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FIG. 04



socioeconomicos. Se eligio este modelo porque

es el que tiene una relacién mds directa con estos
indicadores. La figura 04 muestra que esta relacion
efectivamente existe. Esto sugiere que los modelos
perceptuales que obtuvimos estan relacionados con
percepciones reales.

CONCLUSIONES

Este trabajo propuso una metodologia novedosa
para cuantificar atributos cualitativos de espacios
pﬁblicos a una escala masiva. Utilizando comple—
mentariamente las ventajas de los modelos basados
en la teoria de utilidad aleatoria con modelos de
segmentacién semantica basados en técnicas de ma-
chine learning, se lograron modelos que, a pesar de
tener un menor poder predictivo, presentan mejo-
ras sustantivas para exp]icar el comportamiento de
las personas y realizar recomendaciones de politica
publica. Creemos que estos resultados son prome-
tedores y presentan un camino de investigacién que
puede ser un aporte significativo para la comuni-
dad cientifica y la toma de decisiones en cuanto a
diseno de infraestructura y espacios pﬁb]icos. En
particular, este trabajo abre varias preguntas que
nos gustarfa abordar a futuro.

En primer lugar, los modelos de eleccién discreta
presentados aqui no toman en cuenta el error aso-
ciado a la segmentacion que se hizo de las imagenes
para extracr atributos de alto nivel, lo que podria
provocar un sesgo en los parametros obtenidos. La
solucion definitiva estd en mejorar la especificacion
del modelo de eleccion. Sin embargo, si se mejora la
capacidad predictiva del modelo de segmentacion
semantica es posible que este sesgo se reduzea a un
minimo. Para lograr esto, probablemente sea nece-
sario clasificar un set mas grande de imdgenes para
reentrenar el modelo, lo que podria ser bastante
costoso. Ademds de esto, se puede reentrenar la

red considerando solo imdgenes que provengan tan
solo de un pais o continente. A pesar de que esta
reduccion de variabilidad contribuiria a corregir
posibles sesgos, reduciria la capacidad del modelo
de capturar percepciones a una escala més bien
universal.

En segundo lugar, creemos que los atributos de alto
nivel utilizados aquf no son suficientes como para
poder estimar los modelos con suficiente precision.
Existen algunas variables que no fueron considera-
das, como presencia de gmjﬁti, nivel de detalle en
las fachadas de los edificios, o cantidad de ventanas
que dan a la calle, que podrian ser relevantes en la
evaluacion que hacen las personas (ver, por ejemplo,
Porta y Renne, 2005). Tambi¢n podria ser relevante
identificar algunos elementos arquitectdnicos que
pudieran ser indicadores de atributos cualitativos.
Un entrenamiento adecuado del modelo de redes
neuronales podria hacer una clasificacion mas
refinada de los elementos presentes en las imagenes,
pudiendo reproducir de mejor forma las elecciones
realizadas por los usuarios que respondieron la
encuesta Place Pulse.

Una vez superados estos obstdculos, nuestra inten-
cion es comparar estos modelos con otros estima-
dos con métodos de machine learning. Haciendo esto,
va a ser posible evaluar si las ventajas en capacidad
explicativa de los modelos sustentados en la teorfa
de utilidad aleatoria sacrifican capacidad predic-
tiva. Silos poderes predictivos de estos modelos

son adecuados, nuestro objetivo posteriormente es
generar mapas sensoriales para distintas ciudades
utilizando los modelos calibrados e ima’genes to-
madas de Google Street View. Con esto, es posible
analizar las relaciones que existan entre estos atri-
butos cualitativos y estadigrafos geograficos, como
podria ser ingreso medio, criminalidad, u otros.

Finalmente, una vez validada esta metodologia,
nuestra intencion es aplicar una encuesta similar a
Place Pulse pero cuyo objetivo sea medir atributos
cualitativos relacionados al uso de modos de trans-
porte sustentable. Esto podria servir a gobiernos
locales para que identifiquen puntos conflictivos
dentro de sus territorios y mejoren la sicuacion de
los usuarios de estos modos. A pesar de que estos
modelos aun tienen bastante espacio para mejorar,
creemos que abren una linea de investigacién inte-
resante y que puede aportar a la comprension de la
forma en que las personas perciben y procesan el
espacio que las rodea.
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IMAGENES

FIG. 01 Ejemplo de experimento de eleccion presen-
tado en Place Pulse.

Fuente: Salesses, P, Schechtner, K., & Hidalgo, C. A.
(2013). “The collaborative image of the city: mapping
the inequality of urban perception”. PloS one, 8(7).
68400

FIG. 02 Mapas perceptuales de la ciudad de Santiago.
(a) aburrido; (b) adinerado
Fuente: Elaboracion propia

FIG. 03 Relacion entre percepcion de adinerado e
indicadores socioeconomicos. (a) Porcentaje de
pobreza a nivel comunal; (b) Tasa de motorizacion a
nivel comunal

Fuente: Elaboracion propia con datos de la encuesta
CASEN, Ministerio de Desarrollo Social, 2014

FIG. 04 Imégenes con menor (izquierda) y mayor
(derecha) probabilidad de representar los atributos
cualitativos considerados

Fuente: Elaboracion propia

Tabla. 1 Matriz de correlacion para atributos estima-
dos.
Fuente: Elaboracion propia

Tabla. 2 Resultados para la modelacion de atributos
cualitativos
Fuente: Elaboracion propia



